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RESUMO

A osteoporose, uma das doencas 0sseas mais prevalentes mundialmente, constitui um
desafio global crescente. Cronica, sistémica e silenciosa, esta doenca € caracterizada por
fragilidade dssea, tendo como principal consequéncia as fraturas. Apresenta impactos
profundos na qualidade de vida e aumento da mortalidade, principalmente em idosos.
Apesar dos fatores de risco ja conhecidos, o diagndstico permanece complexo,
dispendioso e muitas vezes inacessivel, o que enfatiza a necessidade de solucgdes eficazes
de triagem e prevencéo.

Nesse contexto, este estudo visa explorar uma solucdo baseada nos dados do projeto
OSSEUS com recurso a correlagfes entre fatores de risco e Inteligéncia Artificial. Em
particular foram usados algoritmos de Machine Learning como Regressdo Logistica e
Support Vector Machine para diagndstico precoce da osteoporose.

O processo envolve treino e aprendizagem dos algoritmos, seguido da avaliagédo do
desempenho com base em métricas como sensibilidade, especificidade e F-measure.
Embora os resultados tenham demonstrado valores de sensibilidade e F-measure em linha
com as expectativas, é crucial melhorar a especificidade para minimizar falsos positivos
e aprimorar a precisdo do modelo preditivo.

Concluindo, de acordo com os modelos desenvolvidos, esta analise oferece insights
valiosos na identificacdo da osteoporose, proporcionando e impulsionando o
desenvolvimento de solugdes preventivas mais eficazes, reduzindo tanto o impacto desta

condigdo na qualidade de vida dos doentes como o impacto econémico associado.

Keywords: osteoporose, prevencdo, fatores de risco e diagnoéstico, algoritmos de

inteligéncia artificial, modelos preditivos



ABSTRACT

Osteoporosis, one of the most prevalent bone diseases worldwide, is an increasingly
global problem. Chronic, systemic, and silent, this disease is characterized by bone
fragility, with fractures as its primary consequence. It exerts profound impacts on quality
of life and increased mortality, particularly among the elderly.

Despite the known of risk factors, diagnosis remains complex, costly, and often
inaccessible, underscoring the need for effective screening and preventive solutions.

In this context, this study aims to explore a solution based on data from the OSSEUS
project, using correlations between risk factors and Artificial Intelligence, employing
Machine Learning algorithms such as Logistic Regression and Support Vector Machine
for early diagnosis of osteoporosis.

The process involves algorithm training and learning, followed by performance
assessment based on metrics like sensitivity, specificity, and F-measure. While the results
have demonstrated sensitivity and F-measure values in line with expectations, improving
specificity is crucial to minimize false positives and enhance predictive model accuracy.
In conclusion, according to the developed models, this analysis provides valuable insights
into osteoporosis identification, thereby fostering the development of more effective
preventive solutions. This not only reduces the impact of this condition on patients'

quality of life but also mitigates the associated economic burden.

Keywords: osteoporosis, prevention, risk assessment and diagnosis, artificial
intelligence algorithms, preditive models.
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1. Introducao

Este projeto foi desenvolvido no ambito da unidade curricular Projeto do Mestrado em
Instrumentagdo Biomédica da Faculdade de Ciéncias e Tecnologias da Universidade de
Coimbra, no ano letivo de 2022/2023. O documento descreve o processo de elaboragao
de modelos computacionais baseados em inteligéncia artificial (IA) que estudam a
predicdo de Osteoporose na populacdo recorrendo aos dados do Projeto OSSEUS.

O mesmo documento € submetido a avaliacdo para a obtengdo do grau de Mestre em

Engenharia Biomédica, mais propiamente no ramo de Instrumentacéo Biomédica.

1.1. Contextualizacao

A osteoporose € uma doenca esquelética sistémica caracterizada por baixa massa 0ssea e
deterioracdo da microarquitetura do tecido 0sseo, com consequente aumento da

fragilidade Gssea e suscetibilidade a fraturas [1,2].

Operacionalmente, é definida com base na avaliacdo da densidade mineral éssea (DMO).
A DMO é um indicador fundamental da saude Gssea e é medida por meio de técnicas
como a absorciometria de raios-X de dupla energia (DXA), a técnica mais amplamente
utilizada. Os resultados sdo frequentemente expressos em scores T, que comparam a
DMO do paciente com a DMO média de uma populacao jovem e saudavel [3,4].

De acordo com os critérios estabelecidos pela Organizacdo Mundial da Saude (OMS), a
osteoporose é diagnosticada quando o score T < -2,5 SD [3].

Um score T de -1 a -2,5 indica osteopenia (baixa densidade mineral dssea, mas ndo tao

grave COmMo a 0steoporose).

A osteoporose leva, portanto, a perda 6ssea, deixando 0s 0ssos tdo fracos que uma simples
gueda ou colisdo causa uma fratura. No entanto, no desenvolvimento da osteoporose,
muitas vezes ha um longo periodo de laténcia antes do aparecimento da principal
manifestacdo clinica, as fraturas patoldgicas. Muitas vezes é uma doenca silenciosa até
que ocorram fraturas, 0 que causa importantes problemas secundarios de salde e até a
morte [1,5].

14



Atualmente, estima-se que mais de 200 milhGes de pessoas tenham osteoporose, e a taxa
de incidéncia aumenta com a idade [1,3,4].

Embora seja observada em toda a populacdo é em geral mais comum no sexo feminino,
raca caucasiana e faixas etarias mais elevadas. Com uma populacao envelhecida e uma
expectativa de vida mais longa, a osteoporose esta a tornar-se cada vez mais uma
epidemia global, pois é bastante prevalente nos idosos. Mais de 70% das pessoas com

mais de 80 anos sdo afetadas [1,6].

De acordo com estatisticas da International Osteoporosis Foundation, uma em cada trés
mulheres e um em cada cinco homens com mais de 50 anos terdo uma fratura
osteopordtica durante a vida. Em todo o mundo, ocorrem aproximadamente 9 milhdes de
fraturas por ano como resultado da osteoporose. Cada fratura € um sinal de outra iminente
[1,4].

Especificamente no Brasil, onde os nossos dados foram adquiridos, em 10 milhGes de
pessoas, 1 em 17 tem osteoporose e estima-se que num periodo de 20 anos houve um
aumento de 50% no numero de pessoas com maior probabilidade de desenvolver
osteoporose. Além disso, 0 aumento para as faixas etarias acima de 65 anos terd aumento
de 700% [5,7].

A situacdo em Portugal, segundo estatisticas, cerca de 12,2% da populacdo portuguesa
sofre de osteoporose, sendo cerca de 17% na populacdo feminina e 2,6% na populacéo

masculina [8].

Segundo uma revisao de literatura realizada as estimativas de custos sdo baseadas em
aspetos especificos de cada pais (demografia, epidemiologia, economia, sistema de saude
e servico de saude), o que sugere cuidados de saude amplamente diversos nos padrdes de
tratamento.

Para exemplificar, no Reino Unido, o tempo médio de internamento apds uma fratura é
de 30 dias, ao contrario da Suécia que é de 15 dias. Em Portugal o tratamento das fraturas
da anca é feito de forma conservadora, enquanto noutros paises da Europa o tratamento é
maioritariamente cirurgico. Neste contexto de dificuldades em medir com preciséo o

custo desta doenca, conclui-se que 0s custos sdo substanciais.
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No Brasil, num periodo de trés anos, foram realizados 3.252.756 procedimentos
relacionados com o tratamento da osteoporose na populacédo idosa brasileira, 0 que gerou
um gasto de R$ 288.986.336,15 [6,7].

Em Portugal, os custos médios individuais relacionados a fratura foram estimados em €
13.434 [12.290; 14.576] para o primeiro ano e € 5.985 [4.982; 7045] pelo segundo ano

apos a fratura [8].

O aumento destes custos é diretamente afetado pela idade, chegando a dobrar quando
comparados entre idosos e jovens. Numa projecdo mundial, os custos atuais da fratura da
anca sdo de US$ 3,6 bilhGes para homens e US$ 19 bilhGes para mulheres, até 2050 a
previsdo € de US$ 14 bilhdes para homens e US$ 73 bilhdes para mulheres. Estas
estimativas de custo direto das fraturas osteopordéticas ndo levam em consideracdo 0s
chamados custos indiretos para a economia, que envolvem incapacidade e perda de
produtividade [4,9].

1.2. Motivacéo

Como ja referido anteriormente a osteoporose € uma doenca que afeta uma grande
percentagem da populacdo mundial e para além disso uma condicdo que envolve imensos

gastos financeiros no seguimento da sua maior consequéncia que sao as fraturas.

Paralelamente a este facto, o diagnostico existente apresenta grandes constrangimentos
no que diz respeito a acessibilidade e custos.

Assim, a prevencao da osteoporose e a reducdo de consequéncias e custos associados a

esta patologia é uma das principais preocupacdes de satde publica atualmente[1,3,4, 10].

A avaliacdo da massa 0Ossea existente, determinando o risco de fratura com base nessa
informacao clinica é o objetivo crucial e final para avaliar pacientes com osteoporose, de

forma a tomar decisGes sobre a intervencao terapéutica mais apropriada [3,6].

A osteoporose geralmente é subtratada e subestimada, em parte porque é uma doenca
clinicamente silenciosa até que se manifeste na forma de fratura. Fraturas essas que

causam importante morbidade e podem causar mortalidade.
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Contudo, para além da diminuicdo da qualidade de vida, a osteoporose resulta num
aumento da expectativa de vida ajustada por incapacidade e grande carga financeira para
0s sistemas de seguro saude dos paises responsaveis pelo atendimento desses pacientes
[4,10,11].

Com o diagnostico precoce esta doenca pode ser prevenida, avaliando a DMO e
intervindo antes da ocorréncia de fraturas. Portanto, aumentar a conscientizagdo desta
realidade entre os médicos, o que, por sua vez, facilita 0 aumento da conscientizacdo da

populacdo geral, sera eficaz na prevencao dessa epidemia [1].

No entanto, acontece que o diagnostico de osteoporose € muito complexo, caro e de dificil
acesso na comunidade, globalmente, o exame de DMO ainda n&o ¢ incluido como uma

ferramenta de rastreio generalizado durante o exame de sadde regular [12].

Uma vez que apenas 1 em cada 3 pacientes com osteoporose é diagnosticado, os médicos
precisam de melhorar a sua capacidade de identificar pacientes candidatos a triagem de
DMO. Embora existam dados limitados sobre a correlagéo direta entre triagem eficaz e
morbidade e mortalidade por fraturas, foi provado que o aumento de fraturas esta
associado a aumentos de morbidade e mortalidade. Portanto, identificar pacientes em
risco, fazer um diagnostico oportuno, implementar medidas de prevencéo e iniciar terapia
farmacoldgica para pacientes apropriados podem ajudar a minimizar o risco de fratura
[13].

Sdo entdo necessarios métodos apropriados para triagem, diagnostico e monitoramento
destes pacientes. O desenvolvimento de novas ferramentas para o diagndstico desta
condicdo de saude pode ser feito antes da fratura por fragilidade, permitindo a prevencéo,

bem como o tratamento.

Os critérios para diagnostico de osteoporose sdo revistos e um plano para a avaliacdo de
causas secundarias de osteoporose tem vindo a ser discutido. Fasihi, L. et al defende que
muitos investigadores também tém vindo a desenvolver modelos preditivos utilizando

fatores de risco para o rastreio da osteoporose [10,14].

Existem varios fatores de risco cientificamente comprovados que influenciam a

presenca/desenvolvimento da osteoporose. Fatores esses que podem entrar na base do
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desenvolvimento de algoritmos de risco ou diagnostico assim como ao nivel de

programas de rastreio.

Tendo em conta que a era da inteligéncia artificial (IA) chegou e todas as esferas da vida
estdo a envolver-se nela, a medicina ndo é excecdo. A medicina assistida por IA
experimentara um salto qualitativo, e a compreensdo das pessoas sobre a IA médica

aumentara também.

Foi desta realidade e necessidade que surgiu o projeto OSSEUS e continuam a surgir
muitas outras solucdes e ferramentas de auxilio no diagnostico da Osteoporose, tendo por

base o papel inovador e facilitador da IA.

1.3. Objetivos

O estudo visa explorar uma abordagem para a detecdo precoce da osteoporose, utilizando
dados do projeto OSSEUS em conjunto com técnicas de IA. Ao estabelecer correlacdes
entre fatores de risco e padrbes de dados, especialmente por meio de modelos preditivos
de Machine Learning (ML), como Regressdo Logistica e Support Vector Machine,
pretende-se encontrar uma possivel ferramenta que auxilie o diagnéstico desta doenca,

tornando-o mais acessivel e eficaz, como uma solucdo preventiva em salde publica.

O projeto OSSEUS originou um equipamento que permite a realizacdo de exames
preventivos para diagndstico de osteoporose. E um dispositivo portatil, de facil utilizacio
e de baixo custo, proporcionando e potencializando a medic¢éo de uma forma néo invasiva

da DMO através de radiacdo eletromagnética.

Assim, é importante perceber quais os fatores que podem predizer risco de desenvolver
esta condicdo da osteoporose, assim como identificar os que tém mais peso neste sentido,

de forma a desenvolver planos estratégicos de prevencéo e tratamento na populacao.

Uma das aplica¢fes mais importantes dos algoritmos de IA e ML na &rea da saude é sua
capacidade de descobrir e detetar doencas e sintomas, para que possam ser diagnosticados
mais precocemente. Foram identificadas até ao momento vérias areas criticas na saude

em que a tecnologia de ML pode fazer uma grande diferenca [16].
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Em geral, o objetivo é aprimorar e auxiliar o trabalho dos profissionais de saude,
melhorando a sua precisdo no que diz respeito a osteoporose.
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2. Conceitos base

2.1. A osteoporose
2.1.1. Fisiologia Ossea

Dos cerca de 2 kg de célcio presentes no corpo humano, 98% sdo depositados nos 0ssos.
Além disso, toda a producdo de células sanguineas (globulos brancos, vermelhos e
plaquetas) € realizada na medula 6ssea que preenche as cavidades internas de muitos
0ss0s. Os 0ssos também atuam como protecdo para 0s 6rgaos mais vulneraveis do corpo,
como coracdo, pulmdes, cérebro e medula espinhal [16].

Diferentes tipos de células estdo contidos no 0sso: osteoprogenitores, osteoblastos,
osteqcitos e osteoclastos.

Os ostedcitos monitoram e mantém o conteldo de proteinas e minerais na matriz
circundante, estes sao constantemente reciclados.

Os ostedcitos também direcionam a liberacdo de calcio do osso para o sangue e a
deposicdo de sais de célcio na matriz circundante.

Os osteoblastos encontrados nas superficies interna e externa do 0sso sdo responsaveis
pela producgéo de 0sso novo por meio de um processo denominado osteogénese. Supde-
se que os osteoblastos respondam a estimulos hormonais ou mecanicos para iniciar a
osteogénese.

Existem também os osteoclastos, que sdo células responsaveis pela remocao dos sais de
calcio. Deve haver um equilibrio entre osteoclastos e osteoblastos, porque quando 0s

osteoclastos removem 0s sais de calcio mais rapidamente, os ossos ficam fracos [16,17].

2.1.2. Consequéncias

A osteoporose € um distarbio esquelético caracterizado pela diminui¢do da resisténcia
0ssea, dependente da densidade e qualidade dssea, o que predispde a fraturas. A gravidade
do trauma ndo € a causa fundamental da fratura, mas a fragilidade do osso e as fraturas
ocorrem, por ordem de frequéncia, na coluna vertebral (muitas vezes passam
despercebidas e ndo sdo relatadas), na regido distal do antebraco (fratura de Colles) e
fémur proximal (pacientes com mais de 75 anos) [18].

No caso das fraturas de punho e antebrago, por exemplo, capacidades de escrita, refeigcoes

ou tarefas de autocuidados, acabam por ser afetadas. Assim como nas fraturas de coluna
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ou anca, a mobilidade fica comprometida, dificultando atividades didrias como caminhar,

dobrar, levantar, etc.

Esta consequéncia leva a complicagbes comuns como, cifose, dor cronica,
comprometimento respiratério e alto risco de desenvolver pneumonia. A maioria dos
pacientes perde a capacidade de viver de forma independente, pois a funcionalidade fica
limitada [3].

SituagBes como estas levam a que as fraturas osteoporéticas sejam consideradas a
principal consequéncia da doenca, podendo levar a uma perda de independéncia e bem-
estar, aumento da morbilidade, mortalidade e fazem com que a qualidade de vida das

pessoas com osteoporose seja gravemente comprometida [1,3,5].

2.1.3. Classificacéo

A osteoporose pode ser classificada em duas categorias, primaria e secundaria. Primaria,
quando relacionada com o processo normal de envelhecimento, ou secundaria, quando

ocorre na presenca de uma doencga subjacente ou medicacgéo. [1,4,6,14,19]

A osteoporose primaria é dividida em trés tipos: osteoporose pds-menopausica (Tipo 1),
osteoporose relacionada a idade (Tipo Il) e osteoporose idiopéatica. A osteoporose pés-
menopausa (Tipo I) e a osteoporose relacionada a idade (Tipo 1) sdo as formas primarias
mais comuns de perda Ossea observadas na pratica clinica. O primeiro (Tipo 1)
desenvolve-se em mulheres com deficiéncia de estrogénio, enquanto o segundo (Tipo II)
ocorre em homens e mulheres, pois a densidade 6ssea diminui com o envelhecimento.[21]
Tanto a osteoporose Tipo | como a Tipo Il estdo associadas a baixa absorcao intestinal de
calcio e baixa massa 0ssea. No entanto, a causa da absorcdo reduzida de célcio é bem
diferente. No Tipo I, os mecanismos que resultam na perda 0ssea levam indiretamente ao
comprometimento da absorc¢éo de célcio. No Tipo I, no entanto, postula-se que a redugéo
da massa 0ssea ocorre como resultado da ma absorcdo de calcio e, portanto, pode-se

esperar que o tratamento com calcio e/ou vitamina D tenha mais efeito [1].

A osteoporose secundaria refere-se aos pacientes nos quais um fator causador ou processo

de doenca é identificavel. Diversas doencas crbnicas podem causar osteoporose
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secundéria, incluindo hipercortisolismo, hipertireoidismo, hiperparatireoidismo, doenga
pulmonar obstrutiva cronica, abuso de lcool e até imobilizacdo [ 6, 10, 13].

2.1.4. Fatores de risco

Os fatores de risco para osteoporose sao divididos em duas categorias: modificaveis e ndo
modificaveis. [4,6,19]

Peso, tabagismo, consumo de alcool, sedentarismo, deficiéncia de calcio na dieta e uso
prolongado de glicocorticoides estéo entre os fatores de risco para o grupo de osteoporose
modificavel [19].

Ao contrario, sexo, idade, raca, caracteristicas genéticas e doencas estdo entre os fatores
de risco para o grupo de osteoporose ndo modificavel [21].

De acordo com Varios estudos, as causas mais comuns de osteoporose idiopatica séo a
idade avancada e a menopausa. Esta Gltima afeta 35% das mulheres com mais de 50 anos
e 50% das mulheres com mais de 75 anos.

O tratamento cronico com corticoides € a principal causa de osteoporose secundaria a
medicamentos e é conhecida internacionalmente como osteoporose induzida por

glicocorticoides [18].

2.1.4.1. ldade

Os pacientes mais velhos sdo muito mais suscetiveis a fraturas em qualquer DMO do que
0s pacientes mais jovens devido a varios fatores, incluindo a qualidade do o0sso
envelhecido, que envolve mais do que a DMO [22,23].

A perda 6ssea ocorre ao longo da vida em mulheres e homens devido a deficiéncia de
calcio, deficiéncia hormonal e alteragdes na formacgéo 6ssea [24].

O osso mais antigo também pode perder a sua capacidade de remodelar e adicionar 0sso
em locais criticos microscopicos de suporte de peso ou stress [25].

Fatores nutricionais contribuem para a perda éssea, incluindo baixa ingestéo de calcio e
vitamina D, desnutri¢do, diminuicdo da absor¢do de célcio pelo trato gastrointestinal e
comprometimento da converséo renal de vitamina D. Tudo isso ocorre com o0 aumento da
idade [23].

Os idosos também sdo mais propensos a ter diminui¢cdo do equilibrio, visdo e massa
muscular em rela¢éo aos pacientes mais jovens, e muitas vezes tomam medicamentos que
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podem afetar o equilibrio e a cognicéo. Todos esses fatores aumentam ainda mais o risco
de fratura de pacientes idosos em comparagdo com pacientes mais jovens com a mesma
DMO [26].

Desta forma, idosos tém um risco particularmente alto de fraturas osteoporoticas ndo
apenas por causa de anormalidades, mas também por fatores que afetam a incidéncia de
quedas. Os adultos mais velhos sdo mais suscetiveis a fraturas do que os mais jovens com
a mesma DMO [27].

A deficiéncia de vitamina D é mais comum em idosos, e a suplementacdo de mulheres
deficientes parece retardar a perda 6ssea, pelo menos durante o inverno. Célcio mais
vitamina D pode reduzir substancialmente o risco de fratura da anca em idosos frageis.
Um estudo randomizado mostrou que o estrogénio continua eficaz na prevencdo de
fraturas vertebrais em mulheres idosas. Ndo ha razdo para acreditar que a eficicia de
outros agentes diminua com a idade [28].

Evidéncias associadas a fatores nutricionais, particularmente célcio e vitamina D, sdo
revistas, assim como a associa¢do do risco de quedas com fratura. A avaliacdo da
fragilidade nos idosos, a sarcopenia associada e a multimorbidade sdo ja consideradas na
avaliacdo do risco de queda e fratura e no controlo da osteoporose [25].

Nos humanos, a massa 6ssea aumenta desde o nascimento até os 30-35 anos de idade. Em
seguida, geralmente comeca um declinio lento, embora no caso das mulheres um periodo
de perda 6ssea mais rapida tenda a se sobrepor por cerca de 10 anos apds a menopausa.
Pode-se ver que as trés estratégias Obvias para alcancar uma boa massa 6ssea seriam: 1.
Construir ossos melhores em primeiro lugar. 2 Para evitar a perda de 0sso antes que ela
ocorra ou pelo menos para diminuir a taxa de perda. 3 Encontrar meios de aumentar a

massa 6ssea mesmo quando perdida [29].

2.1.4.2. Menopausa/ género

De acordo com os dados do Censo dos EUA de 2010 para a populagdo total (néo
institucionalizada e institucionalizada), estima-se que 8,2 milhdes de mulheres com 50
anos ou mais foram diagnosticadas com osteoporose (em comparacdo com 2 milhGes de
homens) e um adicional de 27,3 milhdes de mulheres tinham baixa massa éssea.
Aproximadamente 71% das fraturas osteopordticas em pessoas com 50 anos ou mais

ocorrem em mulheres. O objetivo desta Diretriz de Pratica Clinica e fornecer
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recomendagOes atualizadas e baseadas em evidéncias para a prevengdo, triagem e

diagndstico da osteoporose pos-menopausa [1].

A massa 6ssea é geralmente estavel em individuos saudaveis na pré-menopausa. A
medida que os niveis de estrogénio diminuem na menopausa, a reabsorcao dssea pelos
osteoclastos aumenta e excede a capacidade de formar 0sso novo pelos osteoblastos. 1sso
leva a perda dssea e perda da microarquitetura do 0sso trabecular e cortical, 0 que aumenta
o risco de fratura. A massa 0ssea pode comegar a diminuir antes da menopausa, com uma
fase acelerada de perda 6ssea durante a transicdo menopausica [28].

Esses fatores podem, portanto, ser mais difundidos em relacdo ao género, pois nas
mulheres, a menopausa prematura e a perda da fungdo ovariana antes da menopausa sao
outros fatores de risco para a osteoporose [4].

As mulheres tipicas da pré-menopausa geralmente comecam a perder massa 6ssea quando
0s niveis de estrogénio diminuem e as taxas de renovacdao da remodelagdo Ossea e a
atividade dos osteoclastos aumentam devido a falta dos efeitos supressores do estrogénio
nos recetores 0sseos. 1sso pode ocorrer na menopausa natural ou numa idade mais precoce
apos a ooforectomia completa [30].

Os homens também perdem massa 06ssea com 0 avanco da idade devido a perda de
hormonas. Neste cenario, 0s osteoblastos podem ser restaurados e o equilibrio normal da

renovacdo 0ssea e reparo/substituicao € perdido.

2.1.4.3.Fatores genéticos

Os nossos genes podem determinar a variagdo na DMO e o gene do recetor de vitamina
D modula a transcricdo de genes alvo envolvidos na captacdo de célcio ou formacéo

0ssea, incluindo proteinas de ligacdo ao calcio 61-63 e osteocalcina.

A osteoporose também pode ser causada por mutaces no gene do coldgeno | alfa 1
(COL1A1) que tem sido consistentemente associado ao risco de fratura [31].

De acordo com alguma literatura, a raga € um fator determinante da DMO e influencia a
incidéncia de fraturas. Os resultados de estudos entre diferentes grupos raciais e étnicos
demonstram que os valores médios mais altos de DMO e as taxas mais baixas de fratura

da anca foram relatados para mulheres negras e tiveram uma taxa de mortalidade mais
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alta durante a hospitalizagdo por fratura do que mulheres brancas segundo dados da
Health Care Financing Administration de 1980 a 1982 [6].

Além disso, o tamanho do corpo € outro fator que afeta o risco de fratura. Um estudo em
mulheres brancas ndo hispanicas mais velhas mostrou que mulheres mais velhas com
corpo menor correm maior risco de fratura da anca devido aos valores mais baixos de
DMO da anca. Embora todas as medidas do tamanho corporal (incluindo peso corporal
total, variacdo percentual do peso desde os 25 anos, massa magra, massa gorda,
percentual de gordura corporal, circunferéncia da anca, indice de massa corporal e indice
de massa corporal modificado) tenham sido associadas ao risco de fratura da anca, a
medic&o do peso corporal total por si s6 foi considerado suficiente para determinar o risco
de fratura e ndo foi melhorado por medic6es de outros atributos de tamanho e composicéo
corporal.

Mulheres com histérico materno de fratura da anca tém aproximadamente duas vezes

mais chances de sofrer fraturas da anca do que mulheres sem esse historico familiar [6].

2.1.4.4.Corticoides

Os corticosteroides séo a principal causa de osteoporose secundaria devido ao tratamento
medicamentoso. Doses superiores a 5 mg por dia e periodos de tratamento superiores a 3
meses aumentam o risco de osteoporose e fraturas por fragilidade. Portanto, é essencial

estar ciente das medidas para reduzir o risco de osteoporose nestes pacientes [18].

Os glicocorticoides sdo usados no tratamento de varias doencas, incluindo doengas
autoimunes, inflamatorias, dermatoldgicas, respiratérias, malignidades e transplantes de
Orgaos soélidos. Estudos mostram que cerca de 30 a 50% dos pacientes que recebem

glicocorticoides desenvolvem fraturas [18, 32].

Estes glicocorticoides tém uma ampla variedade de efeitos diretos e indiretos no 0sso,

que foram recentemente revistos em detalhes por Henneickle e colegas [33].

Nas células désseas, incluindo ostedcitos, osteoblastos e osteoclastos, ha maltiplos efeitos
diretos numa fase inicial. Em seguida, a estimulacédo glicocorticoide de osteoclastos induz
sobrevivéncia prolongada, permitindo reabsorcdo 0ssea excessiva. Eles também podem
induzir a apoptose dos ostedcitos, contribuindo para o risco de fratura precoce que ocorre

antes que a DMO seja reduzida e, no final, os glicocorticoides reduzem o recrutamento
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de precursores osteoblasticos, levando & diminuicdo da diferenciacdo e funcéo
osteobléastica, resultando na diminuigdo da formacao 6ssea.

Além disso, diminuicdes na reabsorcao de calcio, supressdo da hormona do crescimento,
alteracdo nas hormonas sexuais e alteracbes na pulsatilidade da paratireoide séo efeitos

indiretos que contribuem para a perda 6ssea induzida por glicocorticoides [32].

2.1.4.5. Doencas

Existem diversas patologias relacionadas com a Osteoporose.

A doenca pulmonar obstrutiva cronica (DPOC) é uma das causas secundarias da

osteoporose.

A prevaléncia global combinada de osteoporose entre individuos com DPOC ¢ de 38%,
sendo uma das comorbidades comuns que afetam o custo da DPOC tratada em hospitais.
As fraturas osteoporéticas estdo associadas a diminui¢do da qualidade de vida e aumento
da mortalidade em pacientes com DPOC [34].

A artrite reumatdide (AR) esta associada a osteoporose devido a inflamacdo sistémica
ativa, imobilizacdo e uso de glicocorticdides. Existem duas formas de osteoporose ocorrer
na AR: perda dssea generalizada com distribuicdo axial e perda éssea periarticular ou
localizada nas proximidades das articulagdes inflamadas [31].

A literatura relata que a taxa de fraturas de coluna ou quadril é maior em pacientes com

AR em comparacdo com pacientes com osteoporose primaria [31].

2.1.4.6. Habitos/Estilos de vida

O consumo de alcool e a relacdo com a DMO ndo apresenta peso significante na literatura.
H& um estudo que sugere que o consumo baixo a moderado de alcool pode até exercer
efeitos protetores sobre a satde 6ssea em mulheres idosas [31].

No entanto, 0s pacientes osteoporéticos devem ser regularmente aconselhados sobre a
cessacdo tabagica e ingestdo de alcool. Uma meta-anélise identificou uma associa¢éo ndo
linear entre o consumo de alcool e o risco de fratura de quadril. O consumo moderado de
alcool foi inversamente associado ao risco de fratura da anca, enquanto o consumo

excessivo de alcool foi associado a um risco elevado de fratura da anca. O consumo de
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alcool (baixo e moderado/alto) pode ter um impacto prejudicial na salde 6ssea nos
compartimentos cortical e trabecular no rédio distal em homens, e resultados semelhantes
foram encontrados nos compartimentos trabecular e tibial distal de mulheres com
consumo minimo de alcool e baixo consumo de alcool, respetivamente, sugerindo que

evitar o alcool pode ser benéfico para a saude dssea [35].

O tabagismo continua a ser uma variavel controversa também, segundo alguns artigos é
considerado fator de risco para osteoporose e esta relacionado a perda de massa 0ssea e
aumento do risco de fraturas osteoporoticas. No entanto, outros investigadores nao
encontraram nenhuma ligag&o entre tabagismo e risco de fratura.

O tabaco é aparentemente responsavel, pelo menos em parte, pela eficiéncia reduzida da

absorcéo intestinal de célcio [6].

A hormona paratiroideia (PTH) e os metabolitos da vitamina D desempenham um papel
vital na regulacdo da homeostase do célcio e do metabolismo 6sseo e, num estudo em
jovens fumadores do sexo masculino, o PTH sérico mostrou um nivel crescente em

fumadores pesados [31].

No que diz respeito aos estilos de vida sedentarios, Nancy. E, et al concluiu que um baixo
nivel de atividade fisica esta positivamente correlacionado com o risco de fratura em

alguns estudos [30].

O exercicio pode ser benéfico na atenuacdo da perda 6ssea. Em varios estudos de reviséo,
0 exercicio demonstrou reduzir principalmente a perda de DMO e aumentar a rigidez
6ssea, validando a sua capacidade de atuar como uma barreira ao desenvolvimento da
osteoporose [36]. Especificamente, exercicio em carga com impacto mostrou uma
correlacdo positiva com a DMO. O treino de resisténcia progressiva de alta intensidade
pode melhorar a altura vertebral, bem como a DMO da coluna lombar e do colo do fémur.

Além disso, caminhar também pode ajudar a reduzir a reabsorcao dssea [37].

2.1.5. Diagnostico/ Avaliacao

As avaliacOes radioldgicas e laboratoriais da DMO s&o a ferramenta padrdo atualmente
utilizadas para diagnosticar a osteoporose. Varios métodos de imagem foram

desenvolvidos para medir a DMO, sendo os mais comuns a Absorciometria de raios X de
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Dupla energia (DEXA ou DXA - Dual-energy X-ray Absorptiometry) e a Tomografia
Computadorizada Quantitativa (QCT - Quantitative Computed Tomography) [3].

Atualmente, a Fundacdo Nacional de Osteoporose, a Sociedade Internacional de
Densitometria Clinica e as diretrizes da OMS consideram o DXA central da anca e/ou
coluna como a medida preferencial para o diagndstico de osteoporose. Um varrimento de
absorciometria de raios X dupla pode ser concluido em cinco minutos com exposi¢ao

minima a radiacdo [3].

Os resultados de um teste DXA sdo relatados como um score T.A OMS define a

osteoporose como um score T de DMO menor ou igual a 2,5 desvios padréo [3, 38].

2.1.5.1. Absorciometria de raios X de Dupla energia

A DXA é considerada a medida gold standard dos métodos utilizados para o diagnéstico
da osteoporose. Este teste € capaz de medir o contedo mineral 6sseo em qualquer local
do corpo, mas geralmente é usado em locais centrais (coluna lombar e fémur proximal) e

locais periféricos, incluindo o antebraco distal.

Isso é feito passando dois feixes de diferentes energias através do 0sso no local a ser
medido, expondo o paciente a niveis de radiacdo aproximadamente 90% menores do que
uma radiografia padréo do torax.

A unidade de medida da densidade dssea com o uso de DXA é a densidade de &rea
(g/cm2); no entanto, a DMO é relatada como um T-score com base nessa medicdo. As
técnicas periféricas de DXA analisam a DMO no réadio distal e no calcaneo com alta

precisdo e baixa exposicdo a radiacdo [3].

2.1.5.2. Tomografia Computadorizada Quantitativa

QCT também pode ser usado para medir DMO da coluna lombar ou locais periféricos.
Embora a DMO possa ser medida por QCT em qualquer sistema de tomografia
computadorizada, o equipamento deve ser calibrado usando um fantoma de calibragéo
que contem elementos com densidades padronizadas de hidroxiapatita de céalcio. A

precisdo da QCT da coluna vertebral na previsdo de fratura da coluna vertebral é
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comparavel a do DXA, mas tem a vantagem de medir a DMO volumétrica verdadeira ou
tridimensional, em contraste com a DMO areal obtida do DXA.

A QCT pode distinguir entre osso cortical e trabecular e, portanto, € mais sensivel a
alteracdes na DMO causadas pela maior taxa de renovacdo 0ssea do 0sso trabecular.
Também é preciso o suficiente para detetar alteracdes esqueléticas ao longo do tempo e
pode ser usado para acompanhar o estado da doenga ou para monitorar os resultados da
terapia da osteoporose.

Embora essas técnicas de imagem sejam Uteis para determinar a DMO ao diagnosticar a
osteoporose, o papel da medicdo da DMO na avaliacdo da eficacia do tratamento,
particularmente na reducéo do risco de fratura, permanece obscuro [3].

Pacientes com diagnostico de osteoporose também devem ter uma avaliacdo laboratorial
de sua funcdo renal e tireoidiana, 25-hidroxivitamina D e nivel de célcio. Os marcadores
de formacdo Ossea sdo libertados pelos osteoblastos e geralmente sdo medidos no soro ou

na urina [3].

2.2. Inteligéncia Artificial

No que diz respeito a 1A, o termo teve origem nos Estados Unidos, quando um grupo de
cientistas se reuniu numa conferéncia no Dartmouth College (1956), época em que a sua
esséncia se referia a algoritmos estabelecidos pela analise de dados existentes e, as vezes,
por auto-aprendizagem [38,39,40].

Apo0s décadas de desenvolvimento, os avancos no campo da IA demonstraram sucesso
numa variedade de tarefas clinicas e aplicacdo de big data, supercomputacéo, redes de

sensores, neurociéncia e em outras areas [40].

Atualmente, a IA constitui um sistema que combina poder computacional com conjuntos
de dados (idealmente big data) para permitir a resolucdo de problemas. Um sub-tipo da
IA é o ML, que utiliza varios algoritmos para aprender com os dados. O ML pode ser
baseado em diferentes abordagens de aprendizagem, sendo as mais importantes a
aprendizagem supervisionada e a aprendizagem ndo supervisionada. Na Gltima década, o
ML supervisionado revelou-se o mais eficiente e, portanto, tornou-se o principal pilar dos

em aplicacOes na &rea da saude com suporte de IA. Para treinar um sistema baseado em
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aprendizagem supervisionada, a maquina tem de ser alimentada com dados ja disponiveis
e robustos, pois a qualidade desses dados de entrada determinard a qualidade da saida
[41].

Em geral, o desenvolvimento de um algoritmo de ML especifico requer um conjunto de
dados de treino e um conjunto de dados de teste. Em alguns casos, um terceiro conjunto

de dados é reservado apenas para fins de validacédo [14].

A andlise preditiva consiste na aplicacdo de algoritmos para entender a estrutura dos
dados existentes e gerar regras de previsao. Esses algoritmos podem ser utilizados num
cenario ndo supervisionado, onde apenas preditores (co variaveis) estdo disponiveis no
conjunto de dados, ou em problemas supervisionados, quando, além dos preditores,
também esta disponivel uma resposta de interesse, responsavel por orientar a analise
[37,42].

Na area da saude, modelos preditivos podem ser utilizados para estimar o risco de
determinada ocorréncia, dado um conjunto de caracteristicas socioecondmicas e
demogréficas, relacionadas ao estilo de vida e condicfes de salde, entre outras. Os seus
resultados, quando combinados com medidas de saude publica aplicadas ao nivel
populacional, podem trazer resultados positivos na reducao de custos e na ocorréncia de

intervencdes, como tratamentos e acOes preventivas.

De facto, foram feitos progressos substanciais em muitas areas da medicina humana e a
IA foi gradualmente integrada a pratica médica diaria e fez progressos consideraveis
nessa area. No geral, a IA na medicina pode ser dividida em 2 subtipos, virtual e fisica,
com a primeira incluindo, por exemplo, soluces de imagem e ferramentas de suporte a
decisdo de tratamento, e a segunda, por exemplo, no desenvolvimento de protese e
cirurgia assistida por robd. No que diz respeito ao risco/diagnostico da osteoporose, a I1A
desempenha atualmente o papel principal, com solucGes disponiveis (ou em
desenvolvimento) para facilitar o diagnostico, avaliagdo do risco de fratura, detecdo de

fratura, avaliacdo da qualidade 0ssea e decisdo do tratamento [42].
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2.3. Projeto OSSEUS

O Projeto OSSEUS foi realizado pela Universidade Federal do Rio Grande do Norte
(UFRN) em parceria com o Laboratorio de Inovacdo Tecnoldgica em Sadde (LAIS), e
com colaboracdo de investigadores do Massachusetts Institute of Technology (MIT), nos
Estados Unidos.

O projeto teve como foco principal a criagdo de um dispositivo que realiza exames
triagem de casos de osteoporose na populacéo de forma preventiva, evitando exames de
alta complexidade, permitindo medir de uma forma ndo invasiva a DMO através de
radiacdo eletromagnética. Isto €, permite uma triagem inicial e selecdo dos pacientes que

precisam de uma avaliacdo adicional com densitometria.

O dispositivo OSSEUS utiliza um microcontrolador e outros dispositivos periféricos para
medir a atenuacdo eletromagnética (EM) no tecido 6sseo. Comeca por recolher
informagdes do paciente por meio de um questionario digital. Em seguida, mede a
atenuacéo do sinal EM entre duas antenas, selecionando o ponto de maior poténcia como
referéncia. O teste é realizado no dedo do paciente (falange média do dedo médio) e os
resultados sdo exibidos no equipamento e enviados para armazenamento em nuvem. O
dispositivo emite uma onda EM, (que opera a uma frequéncia de 2,45 GHz através do
tecido 6sseo) que é atenuada pelo dedo do paciente, e um circuito converte o sinal em
informacdes digitais. Com base nas caracteristicas do paciente e na atenuagdo do sinal, o
dispositivo pode indicar a necessidade de um exame DXA [47].

Assim, a radiacdo ionizante necessaria para os testes de DXA é substituida por radiacdo

eletromagnética de micro-ondas ndo ionizantes.

Os varios estudos existentes até ao momento, no ambito deste projeto, demonstram que
0 OSSEUS é eficaz na medigdo da atenuacdo. O equipamento é capaz de diferenciar

estruturas 6sseas com densidades diferentes, caracterizando a sua microarquitetura.

Este dispositivo é acessivel, de facil utilizacao e transporte, ndo invasivo, de baixo custo
e permite a detecdo precoce da osteoporose, reduz os custos e otimiza encaminhamentos

para testes de alta complexidade [47].

Este exame realizado pelo OSSEUS, para além de ser ndo invasivo, pode ser conduzido

em intervalos de tempo mais curtos, uma vez que ndo apresenta quaisquer efeitos
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colaterais para 0s pacientes, ao contrario de outros métodos tradicionais. Esta ferramenta
resulta da combinagdo de vérias &reas da engenharia, nomeadamente a engenharia

biomédica, a engenharia eletronica, a informatica e o software.

2.3.1. Contribuicdo da Engenharia Biomédica no OSSEUS

O conhecimento das propriedades dielétricas dos tecidos corporais envolvidos neste
estudo é essencial, visto que as ondas eletromagnéticas apresentam comportamentos
distintos consoante o tecido ao qual s&o aplicadas. Para evitar que estes comportamentos
inesperados comprometam os resultados, algoritmos avangados foram implementados
para isolar a area especifica destinada ao diagndstico auxiliar. A falange foi selecionada
para este diagnodstico de osteoporose, uma vez que, ap0s varios testes, estudos tém
indicado que medidas 6sseas em locais periféricos, como as falanges, tém revelado
potencial no diagndstico de osteoporose, permitindo identificar pacientes com elevado

risco de fraturas, com sensibilidade igual a do gold standard (DXA da coluna) [42, 43].

2.3.2. Contribuicdo da Engenharia Eletronica para o OSSEUS

Através desta area de conhecimento, compreendemos que as ondas eletromagnéticas
desempenham um papel crucial na determinacdo da permissividade Ossea e,
consequentemente, da DMO. Antenas desempenham um papel importante neste
processo. Uma antena é um transdutor que converte corrente elétrica alternada contida
num condutor numa onda eletromagnética de igual frequéncia, irradiando-a para o espaco
livre. O tipo mais comum de antena Yagi é utilizado em antenas de TV e é facilmente
encontrado em residéncias que recebem sinais VHF e UHF. O maior elemento é
denominado refletor e os demais sdo elementos diretores menores do que o elemento
energizado. Varios parametros criticos afetam o desempenho de uma antena Yagi,

incluindo poténcia irradiada, diretividade e eficiéncia [44].

A protecdo eletromagnética é relevante em circuitos que sdo sensiveis a interferéncia de
radiacdo eletromagnética, sendo essencial bloquear essa interferéncia. Esta técnica é

denominada blindagem e pode ser implementada através de uma caixa metalica em torno
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do circuito ou de um material metalico em forma de grade. A eficécia da blindagem varia

consoante diversos fatores como a frequéncia, geometria, tipo de campo e direcéo [45].

Absorvedores de ondas eletromagnéticas sdo dispositivos compostos que absorvem
radiacdo incidente conforme a transmissibilidade de frequéncia, refletividade e dispersao.
Eles podem ser ressonantes ou de banda larga, dependendo do comportamento da
frequéncia. O dispositivo Ecosorb é um exemplo de absorvedor de micro-ondas que
atenua interferéncia eletromagnética convertendo-a em calor. Pode ser aplicado em

espacos livres e cavidades, reduzindo taxas de reflexéo e ressonancias [46].

Com a expertise em engenharia eletrénica, foi possivel ainda projetar e desenvolver
componentes eletronicos integrados para a emisséo e rece¢do de sinais eletromagnéticos,

seguido pelo seu processamento através de microprocessadores [47].

2.3.3. Contribuicéo da Engenharia de Software e Computacional para o OSSEUS

Estas areas foram essenciais para integrar todo o hardware desenvolvido, armazenar e
processar 0s dados gerados pelo sistema. Estes dados fornecerdo informacdes cruciais na
identificacdo de grupos de risco, direcionando recursos de diagnostico, prevencdo e
tratamento adequado de doencgas osteometabdlicas, bem como monitorar a evolugéo

dessas doencas na populagéo ao longo do tempo.

Os dispositivos atuais sdo miniaturizados e capazes de converter operacfes analdgico-
digitais, fornecer resultados através de interfaces graficas online, analisar dados e
processar redes neurais através do conceito de Internet das Coisas (IoT). Estes
dispositivos, de tamanho reduzido e elevada capacidade de processamento, estdo em
constante evolucdo, oferecendo retrocompatibilidade e velocidade de processamento
melhorada [47].

O resultado final da combinacdo de todas estas areas ¢ uma ferramenta funcional,
adequada para validacdo clinica, permitindo a realizacdo de testes auxiliares para
determinar a DMO e diagnosticar doencas osteometabolicas como a osteoporose. A

patente para este registo ja foi gerada.
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No Brasil, mais do que proporcionar avanc¢os no diagndstico da osteoporose e facilitar a
prevencéo de consequéncias mais graves e custos, o projeto OSSEUS tem vindo a ter uma
importancia grande na conducéo de politicas publicas, com a incorporagédo da tecnologia

nos cuidados primarios.

Um dos objetivos que se espera com estudos futuros com base neste projeto € conseguir
identificar os fatores de risco que mais influenciam na progressdo da doenca e, assim,

conseguir desenvolver modelos para detecdo precoce [47].
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3. Estado da arte

Assim como o OSSEUS muitos outros estudos sdo constantemente realizados e muitas
outras solugdes tém sido construidas neste sentido, tendo a IA vindo a desempenhar um
papel muito importante.

Diante deste cenario, esforcos crescentes foram realizados nos Gltimos anos por cientistas
de IA para apoiar e melhorar o0 acompanhamento desta doenga, nomeadamente no que
diz respeito a identificagdo do risco/diagndstico [37].

Foi na década de 90 que foi publicado um primeiro estudo relatando o uso de fatores de
risco integrados com auxilio de redes neurais artificiais como Multi Layer Perceptron
(MLP) para identificar um subconjunto de alto risco de fraturas osteopordticas. Este
estudo comprovou que esta técnica é um elemento importante como ferramenta de
triagem para aqueles que realmente precisam de avaliacdo da DMO e para auxiliar em

estratégias cada vez mais eficazes de prevencdo de fraturas [48].

Ja no final da década surgiu outra integracdo com MLP, porém, havia uma grande
limitacdo para o processo utilizado, pois eram necessarias para a implementacdo da
técnica amostras vivas - cortes histologicos do o0sso trabecular e posterior digitalizacdo

do mesmo [49].

Num estudo de 2002 foi desenvolvido um método chamado Osteoporosis Risk
Assessment Tool for Asians (OSTA), para direcionar a populagdo feminina chinesa com
alto risco de fraturas para medicdo de DMO, utilizando um célculo que envolve duas
variaveis para baixo e alto risco de osteoporose. A combinacao dos exames de ultrassom
com a ferramenta proporcionou uma sensibilidade de 91% na identificagdo de individuos

com maior risco de osteoporose [50].

Rizzi et al., em 2004, propuseram uma estratégia de prevencdo de baixo custo para
estimar a ocorréncia de osteoporose, tendo como parametros um conjunto de
caracteristicas individuais correlacionadas com a DMO. Para este estudo, um modelo
neuronal baseado em mistura de func¢des gaussianas (Gaussian Mixture Model), treinado
pelo procedimento de maximizacdo da expectativa hierarquica de divisdo (SHEM) foi

proposto com base na abordagem de maxima verossimilhanca. Constatou-se a partir das
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caracteristicas de entrada, as mais importantes sdo idade e entrada na menopausa. Em
relacdo ao risco de fratura, o IMC deve ser considerado para fornecer informacdes Uteis

para a estimativa dos valores de DMO [51].

Em 2005, Wang et al. [52] desenvolveram um sistema inteligente de apoio ao diagnostico
com integragdo de modelos heterogéneos, compostos por MLP e arvores de decisdo.
Observou-se que os estudos desenvolvidos com sistemas homogéneos nao produziram
um ganho significativo de desempenho. Por outro lado, os conjuntos hibridos superaram
0s homogéneos gerando resultados com acerto de 85,79%. Esses estudos também
propdem a construcdo de mais conjuntos de tipos e tamanhos variados, utilizando fatores
de risco selecionados por técnicas de estimacdo. Nesse mesmo ano, Sadatsafavi et al. [53]
desenvolveram alguns modelos de rede neural a partir de um conjunto de dados de 2.158
mulheres iranianas na pos-menopausa em que os valores de DMO foram medidos por
DEXA. Eles tiveram os resultados mais eficazes no seu trabalho usando entre 3 e 5 fatores
somaticos (idade, peso, anos de p6s-menopausa, esteroides e estrogénio) atingindo 86,3%

de sensibilidade e 72,1% de especificidade.

Um ano mais tarde, Chiu et al. propuseram uma rede neural para identificar a osteoporose
na populacgdo idosa (idade média de 63 anos, variando de 50 a 91 anos, 157 homens e
1246 mulheres). Com selecdo aleatdria de trés grupos, sendo 703 para o grupo de treino,
350 participantes para o grupo de selecdo e os outros 350 no conjunto de teste. Os fatores
de risco mais relevantes incluiram caracteristicas demogréficas, medidas antropométricas
e dados clinicos (sexo, idade, peso, altura, indice de massa corporal, estado pés-

menopausa e consumo de café) [54].

Lemineur et al., em 2007, fez uso de redes neurais com o algoritmo de treino de
Levenberg-Marquardt combinado com trés parametros de DMO (DMO do colo do fémur,
DMO do corpo total e DMO da coluna L2 L4) juntamente com a idade dos 304 pacientes.
Este estudo teve como objetivo identificar pacientes com osteoporose antes da ocorréncia

de fratura. 81,66% dos resultados alcancados foram estimados corretamente [55].

Em 2009, o trabalho de Leslie et al. [56] realizado no Canada com 4.015 mulheres com
50 anos ou mais, foi implementado um programa de vigilancia da osteoporose como

auxilio para informar, orientar o rastreio, a prevencao e o tratamento da doenca. O uso de
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algoritmos e métodos de classificacdo foi aplicado a diferentes conjuntos de diagndsticos
hospitalares, diagnosticos de referéncias médicas e prescricdes de medicamentos para
tratamento de doencas. Os resultados obtidos alcancaram uma sensibilidade total de
93,3%, especificidade variando de 50,8 a 91,4% e 81,2 a 99,1% para discriminacao
osteopordtica de DMO normal. Os algoritmos que incluiram prescricbes de
medicamentos como variaveis obtiveram maior sensibilidade em relacdo aos baseados

apenas em exames diagnosticos.

Mantzaris [57] realizou também um estudo na Greécia (2020), onde a maioria dos sujeitos
era do sexo feminino e apenas uma baixa percentagem dos casos do sexo masculino. O
objetivo deste estudo foi estimar o risco de osteoporose por meio da aplicacdo de Redes
Neurais Probabilisticas (PNN) e Quantificacdo de Vetores de Aprendizagem (LVQ),
sendo o NNP o de melhor desempenho, com eficacia de 96,58%. Os fatores idade, sexo,
altura e peso foram identificados como os mais determinantes, obtendo-se o resultado da
area sob a curva (AUC) para cada fator somatico. O sexo, entretanto, ndo teve muita
relevancia, pois neste estudo o numero de homens foi infimo em relacéo ao feminino, o

gue podemos identificar como uma limitacéo.

Considerando os fatores somaticos, Cos Juez et al. [58] desenvolveram um método
matematico para identificar mulheres na p6s-menopausa com osteoporose, considerando
apenas fatores nutricionais e estilo de vida como fatores influentes no diagnostico. As
varidveis obtidas por meio de questionario, juntamente com a DMO dos pacientes
calculada por densitometria, foram processadas por meio de algoritmos genéticos para
identificar os fatores mais relevantes na identificacdo. Posteriormente, MLPs foram
usadas para construir um modelo matematico que determinava a relacéo entre as variaveis
de entrada e a DMO.

Em 2012, Jennane et al. [59] argumentaram através dos seus estudos que a medi¢édo do
0sso cortical é mais apropriada do que a medigdo do osso trabecular para triagem de
osteoporose usando SVM com radiografias dentarias panoramicas de 69 mulheres na pos-
menopausa. Como resultados, a acuracia das medidas corticais com média de largura e
variancia foi de 87% e das medidas trabeculares com média de comprimento e angulo de
65%.
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Um estudo mais abrangente foi realizado em 2013 num grupo de 1.674 mulheres coreanas
na pos-menopausa, cujo objetivo era avaliar o risco de osteoporose. Foi feita uma
comparacdo com varios modelos baseados em algoritmos populares de ML, como SVM,
RF, ANN e LR, com quatro instrumentos convencionais de decisao clinica: OST, ORAI,
SCORE e OSIRIS. Foi quantificado que 1.674 mulheres apresentavam osteoporose em
qualquer uma das seguintes localiza¢fes: quadril, colo do fémur ou coluna lombar. O
SVM previu o risco de osteoporose com uma AUC de 0,827, precisdo de 76,7%,
sensibilidade de 77,8% e especificidade de 76,0% na anca total, colo do fémur ou coluna
lombar. Os fatores somaticos selecionados pelo SVM foram idade, altura, peso, indice de
massa corporal, duracdo da menopausa, duracdo da amamentagdo, terapia com

estrogénio, hiperlipidemia, hipertensao, osteoartrite e diabetes mellitus [60].

Outro estudo realizado por Tafraouti et al. [61] abordou a integragdo de SVM com
extracdo de caracteristicas baseada no modelo de movimento Browniano Fracionario para
identificacdo de osteoporose. Para isso, eles obtiveram como base para o estudo imagens
de raios X de 0ssos de 77 pacientes. Nesse processo, a imagem original é subdividida em
sub-imagens, e em cada sub-imagem ¢ aplicada uma rota¢gdo em um angulo 6, obtendo-
se um sinal que é modelado pelo movimento browniano fracionério. As caracteristicas de
textura de cada imagem sédo obtidas pela concatenacdo das caracteristicas de todas as suas
sub-imagens. Estes sdo inseridos como parametros em quatro funcdes Kernel
(Polynomial, Quadréatica, RBF, Linear), com o melhor resultado em termos de precisao
sendo a fungéo kernel linear e polinomial 95 e 93%, respetivamente.

Vaérios estudos foram realizados em 2015, lliou et al. [62], utilizou um conjunto de 589
dados extraidos da populacdo grega, que realizou exames de densitometria Ossea e
laboratorial, aplicando um classificador MLP com o método de validagdo cruzada de dez
vezes (k-fold cross-validation). Neste estudo, consideramos trés e cinco fatores
diagndsticos para a predicao do risco de osteoporose, classificando-os em trés categorias:
normal, osteopenia e osteoporose. Liu et al. [63] utilizaram nos seus estudos uma amostra
de 725 casos controle de ambos 0s sexos, dos quais 228 casos eram pacientes internados
no Hospital Nacional da Universidade de Taiwan. O modelo preditivo em questéo
envolveu apenas idosos acima de 60 anos e foca na prevencdo do risco de fratura de

quadril. Todos os pacientes foram entrevistados com 0 mesmo questionario, os dados
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coletados foram inseridos num banco de dados, para identificar as variaveis mais
significativas foi aplicada a analise de sensibilidade e abordagem de pesos de conex&o.
Com este método, as varidveis de entrada foram classificadas de acordo com a
importancia, identificando as 10 variaveis principais (DMO total, queda em casa, altura,
IMC, hipertensdo, incontinéncia fecal, escolaridade), que mostram uma grande proporgéo
de contribuicdo para prever fratura da anca. Neste estudo, modelos de RNA de
retropropagacdo de trés camadas foram aplicados a pacientes masculinos e femininos
separadamente. O modelo masculino teve um desempenho melhor que o feminino por ter

um menor grau de complexidade.

Yu et al., em 2016 [64] utilizaram como amostras 0s casos de 119 pacientes internados,
sendo 55 pacientes com osteoporose, 64 pacientes sem osteoporose, idade média de 65
anos, 49 homens e 79 mulheres. Do total de 17 parametros, seis sdo caracteristicas de
imagem, seis sdo clinicas extraidas por ortopedistas e radiologistas e cinco queixas
principais. Como resultados as sensibilidades foram 94,5 e 63,6%, especificidade 96,9 e
87,5%.

Mais recentemente em 2022, segundo um estudo de Hans, et al., 0 desempenho de muitos
desses algoritmos de IA recém-desenvolvidos demonstrou ser pelo menos comparavel ao
de especialistas médicos, ou mesmo superior. No entanto, mesmo que o0s resultados do
estudo parecam promissores a primeira vista, eles sempre devem ser interpretados com
cautela. O uso de padr@es de referéncia inadequados ou a selecdo de variaveis de pouco
ou nenhum valor na pratica clinica sdo limitagdes encontradas com frequéncia.
Consequentemente, ha uma clara necessidade de pesquisa clinica de alta qualidade neste
campo da IA. Isso poderia, por exemplo, ser alcancado através do estabelecimento de
uma "estrutura de melhores préaticas" acordada internacionalmente que considere todas as

partes interessadas relevantes [37].

Num estudo desenvolvido por Fasihi, et al.,, neste ano 2023, os modelos foram
desenvolvidos e comparados usando oito algoritmos de IA (arvore de decisdo, floresta
aleatoria (RF), k-vizinhos mais proximos, SVM, Gradient Boost (GB), arvores extras,
Ada Boost (AB) e MLP para prever a osteoporose e recomendar programas desportivos
[14].
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Os resultados mostraram que para prever individuos saudaveis, osteopenia e osteoporose,
o algoritmo FR com uma area sob a curva ROC AUROC de 0,91 teve o melhor
desempenho em homens, enquanto o algoritmo GB com AUROC de 0,95 teve o melhor
desempenho em mulheres em comparacdo com outros algoritmos de classificacdo. A
previsdo do algoritmo RF em mulheres e homens, com AUROC de 0,96 e 0,99,
respetivamente, mostrou o melhor desempenho no diagndstico do tipo de exercicio para
individuos saudaveis e aqueles com osteopenia e osteoporose.

Ainda neste estudo de Fasihi, et al conclui-se também que um dos principais objetivos
atualmente é determinar os fatores de risco para osteoporose em dados clinicos que
incluem caracteristicas fisicas, historia pessoal e médica e exames laboratoriais em
homens e mulheres [14].

Contudo o estudo demonstrou que a aplicacdo dos algoritmos de 1A num ambiente clinico
pode ajudar os prestadores de cuidados primarios a classificar pacientes com osteoporose

e melhorar o tratamento, recomendando programas de exercicios apropriados.

Ao usar algoritmos de classificacdo na préatica clinica como uma ferramenta de
rastreio/triagem, tanto os médicos quanto os pacientes estariam mais cientes dos fatores
de risco da osteoporose e tomariam mais medidas preventivas nos estados iniciais da

doenca para evitar resultados adversos [14, 37].

Mas, 0 uso destes algoritmos na satde publica ainda € incipiente. Consequentemente, ha
uma clara necessidade de pesquisa clinica de alta qualidade neste campo da IA. O
desenvolvimento da IA exige que especialistas em ética participem na supervisdo de todo
0 processo para resolver questdes éticas em relacdo a dados, alocacdo de recursos e
pratica. Métodos apropriados para triagem, diagnostico e monitoramento desses pacientes
desempenhardo um papel importantissimo, por isso varios investigadores visaram
continuar a desenvolver modelos preditivos utilizando fatores de risco para a triagem da

osteoporose [14, 37].

Portanto, as investigagdes de IA ndo devem limitar-se a precisdo e sensibilidade do
relatorio, mas deve concentrar-se na natureza das doengas, na sua etiologia e patogénese,
e deve enriquecer a nossa compreensédo e conhecimento. Algoritmos interpretaveis serdo
reconhecidos por mais pessoas e profissionais de salde e trardo tratamento médico

baseado em A para a vida das pessoas [39].
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4. Materiais e Métodos

4.1. Dados

Um total de 505 individuos foram incluidos no estudo.

Os dados utilizados para estudo pertencem a base de dados do Projeto OSSEUS, dados

estes que contém informagdes recolhidas em individuos da populacéo brasileira com

recurso ao equipamento.

No que diz respeito as componentes do equipamento OSSEUS, existe um teste especifico

ndo invasivo através de um dispositivo e durante a aquisicdo desses dados sdo também

recolhidos dados clinicos e pessoais do paciente através de questionarios.

Este dispositivo OSSEUS utiliza um microcontrolador e outros dispositivos periféricos

para medir a atenuacdo EM no 0sso. Relativamente ao procedimento do teste realizado é

0 seguinte:

1.

Recolha de informag6es do paciente: O operador preenche as caracteristicas do
paciente num questionario eletrénico, fornecendo informacdes relevantes, que
estdo mencionadas na tabela 1, como idade, sexo, dimensdes dos dedos, historico
de fraturas, etc. (que sdo também objeto de estudo neste trabalho)

Medicéo da atenuagdo do sinal EM: O OSSEUS realiza a medigéo de atenuagéo
do sinal EM entre duas antenas. O ponto de maior poténcia recebida durante a
medicdo é selecionado como referéncia ou calibracéo.

Teste de atenuacdo: Apos a calibracdo, o teste de atenuacéo € realizado no dedo
do paciente. O dispositivo emite uma onda eletromagnética numa faixa de
frequéncia pré-definida (2,5GHz) em direcdo ao dedo do paciente, mais
especificamente, a falange média do dedo médio.

Conversdo de Sinal: Uma antena do dispositivo recebe a onda EM apds esta ter
sido atenuada pelo obstaculo do dedo do paciente. Um circuito acoplado a antena
identifica a intensidade do sinal analdgico e converte-o num sinal digital.
Célculo da Diferenca: Com base nas caracteristicas do paciente e na atenuacgéo do
sinal EM, o microcontrolador processa as informagdes. A variavel "diferenga” é
calculada subtraindo o valor de tensdo medido para cada amostra do valor de

referéncia (sinal maximo medido sem obstaculos), que é de 1700 mV.
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A variavel "diferenga” ndo representa um significado biofisico especifico. Trata-se da
diferenca entre o sinal recebido numa antena nas situacdes com a amostra original e a
amostra alterada servindo como obstaculo para o sinal transmitido, isto €, com o tecido
6sseo do dedo do paciente. Esta € relevante pois indica o grau de atenuagdo do sinal, que
estd relacionado a densidade do tecido 6sseo. Tecidos 6sseos mais porosos causardo
menos atenuacdo no sinal EM transmitido em relacdo aos valores de referéncia que
representam individuos saudaveis ou patoldgicos. Portanto, essa diferenca permite

classificar o tecido 6sseo do paciente como normal ou com baixa densidade [47].

Com base neste procedimento que foi descrito, quer as variaveis recolhidas no teste
especifico quer as variaveis recolhida através do questionario vdo entrar entdo para o
algoritmo/classificacdo do OSSEUS. Estes dados/variaveis recolhidos no Projeto
OSSEUS e que foram utilizadas para o desenvolvimento deste presente estudo estdo

elencados na tabela abaixo:

Nome Descricao Tipo
ID Numero de identificacdo do paciente  Inteiro
Sexo Género do paciente Texto

Opcdes: Masculino ou

Feminino
Idade Idade do paciente Inteiro
Peso Peso do paciente em Kg Inteiro
Altura Altura do paciente em cm Inteiro
IMC indice de massa corporal Inteiro
Raca Raca do paciente Texto

Opcoes: “Branco”,

“preto”, “indigena”,

“pardo”, “mulato”,

“caboclo” ou “cafuzo”
Alcool Paciente consome alcool Texto

Opgdes: sim ou nédo
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Tabaco

Atividade fisica

Leite

Célcio

Vitamina D

Quedas

Pais com

osteoporose

Pais com hipercifose

Corticoesteroides

Artrite

Doencas

Paciente consome tabaco ou ja

consumiu

Paciente pratica atividade fisica

Paciente consome leite ou derivados

Paciente toma suplementos de calcio

Paciente faz exposicdo ao sol ou toma

suplementacéo de vitamina D

Paciente sofreu fratura devido a uma

queda

Algum dos pais do paciente foi
diagnosticado com osteoporose ou
fraturou um 0sso ap6s uma queda

pequena

Algum dos pais do paciente apresenta

hipercifose

Paciente tomou corticéides (cortisona,

prednisona etc.) por mais de 3 meses

Paciente foi diagnosticado com artrite

reumatoide

Paciente apresenta outros diagnosticos
como hipertireoidismo, glandulas
paratireoides hiperativas, diabetes ou
distdrbios gastrointestinais como
doenca de Crohn ou doenga

celiaca,etc...)

Texto

Opcoes:

Texto

Opgoes:

Texto

Opcoes:

Texto

Opgoes:

Texto

Opcoes:

Texto

Opcoes:

Texto

Opgoes:

Texto

Opcoes:

Texto

Opcoes:

Texto

Opgoes:

Texto

Opcoes:

sim ou ndo

sim ou nao

sim ou ndo

sim ou ndo

sim ou ndo

sim ou ndo

sim ou ndo

sim ou ndo

sim ou ndo

sim ou ndo

sim ou ndo
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Testosterona

Menopausa

Score

MedialComprimento

MedialLargura

MedialAltura

Desvio

Desviof

Desviob

Desviot

MedialComprimento

MedialLargura

MedialAltura

Paciente sofreu impoténcia, falta de
libido ou outros sintomas relacionados

com baixos niveis de testosterona

Paciente esta na menopausa

Resultado com base no DEXA, que é
considerado como padrdo ouro no

diagnostico da Osteoporose

Comprimento da falange medial em

mm

Largura da falange medial em mm

Altura da falange medial em mm

Desvio padréo da leitura da densidade

6ssea na coluna apontado pelo DEXA

Desvio padréo da leitura da densidade
6ssea no fémur apontado pelo DEXA

(caso solicitado)

Desvio padrédo da leitura da densidade
6ssea no antebraco apontado pelo
DEXA (caso solicitado)

Desvio padréo da leitura da densidade
6ssea do corpo inteiro relatado pelo
DEXA (se solicitado)

Comprimento da falange medial em
mm

Largura da falange medial em mm

Altura da falange medial em mm

Texto

Opcdes: sim ou nédo
Texto

Opgdes: sim ou néo

Texto

Opgodes: normal, baixa,
osteoporose

Inteiro

Inteiro

Inteiro

NuUmero racional

NUmero racional

NUmero racional

NUmero racional

Inteiro

Inteiro

Inteiro
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Calibracao Intensidade do sinal do OSSEUS sem  NUmero racional
obstaculo entre as antenas (sem o

dedo do paciente)

Leitura Intensidade do sinal do equipamento NUmero racional
OSSEUS com obstaculo entre as

antenas (com o dedo do paciente)

Diferenca Diferenca entre a medicdo com dedo ~ NUmero racional
do paciente no equipamento OSSEUS

e a medicao no vazio (calibracdo)

Tabela 1. Variaveis da base de dados do projeto OSSEUS

4.2. Pré-Processamento dos dados

Para realizar a analise e desenvolver o0 modelo com estes dados do projeto OSSEUS, foi
utilizado o software Matlab versdo R2021B, que trabalha com os dados no formato Excel
original. Inicialmente, identificAmos os fatores clinicos mais significativos da
osteoporose e os dados foram organizados. Foi ainda criada uma nova variavel, chamada
"diagndstico”, com base na variavel "score", que indica se o paciente tem ou nao tem

osteoporose.

Seguidamente, com recurso a Statistic Toolbox do Matlab foram realizadas analises
estatisticas descritivas das variaveis, 0 que nos permitiu entender e caracterizar melhor a

populacéo do estudo.

As variaveis foram uniformizadas e renomeadas para o idioma portugués. Tambem foi
verificada a validade dos dados, garantindo que ndo havia valores ausentes (NaNs) ou
outros dados discrepantes (outliers).

Além disso, tratdmos as variaveis ordinais e nominais, convertendo-as em ndmeros para

facilitar o processamento. Isto &, as respostas "Sim™ e "N&o" por O e 1,

Uma etapa de standardizacdo foi realizada para as features numéricas (idade, IMC e
diferenga) do conjunto de dados. Para cada feature (F), calculamos a média (m) e o desvio

padrdo (o) e, em seguida, aplicou-se a formula de standardizacdo z-score:
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F-m

Fstd :T (1)

O objetivo desta standardizacdo foi tornar as variaveis significativamente comparaveis

para analise, entre features e modelos, por forma a ficarem todas numa escala comum.

4.2.1. Selecéo de features e avaliacdo de covariaveis

Um conceito muito importante presente na fase de pré-processamento de dados na criacao
de um modelo de ML ¢ a selecdo de features.

Em problemas de classificacdo de ML, existem muitas features com base nos quais a
classificacdo final pode ser feita.

Neste trabalho existem diferentes features que afetam o resultado da variavel
“diagnodstico” na base de dados. Primeiramente, foi necessario compreender quais delas
eram as mais relevantes para o estudo e quais contribuiam mais para a dete¢do do risco
de osteoporose. Em segundo lugar, devemos minimizar a redundancia, por exemplo, se
houver duas features com alta correlacdo, podemos ignorar uma delas e usar apenas uma,
pois manter as duas é basicamente irrelevante para o modelo, j4 que influenciam o

resultado de maneira semelhante.

Portanto, para conhecer a relevancia das features e estudar o peso de cada uma no
outcome, variavel “diagnostico”, utilizamos o teste de Kruskal Wallis e para verificar a

redundancia, o teste de correlacdo de Pearson.

4.2.1.1. Teste Kruskal-Wallis

Foi considerado que as features sdo independentes, e aplicou-se o teste ndo paramétrico
de Kruskal-Wallis (KW), um caso estendido do teste U de Mann-Whiney.

E usado para os modelos de classificagdo binérios, para comparar mais de dois grupos
independentes através do calculo da estatistica H. A estatisticas H (equivalente ao valor

de Chi-sq) para cada feature € dada por:

H=1+—=— Ynix (Ri — R)? )

nxn+1)

46



Ri: Média de classificacBGes para as amostras pertencentes a classe i
R: Média de todas as classificacBes para todas as classes

e ni: Nimero de padrdes pertencentes a classe i

n: Numero total de padrdes

As features foram entdo selecionadas com base na sua classificacdo de acordo com as
estatisticas H, visto que as features mais discriminantes estdo relacionadas com maior
valor de H. Posto isto, ap6s ordenar as features com base no teste de KW, as features com
H=0 foram excluidas, e as demais foram submetidas a correlagdo de Pearson para analisar

redundéancia [65].

4.2.1.2. Teste de Correlacédo de Pearson

Posteriormente ao teste KW, o subconjunto de features selecionados foi inspecionado
guanto a redundancia, calculando o coeficiente de correlacdo de Pearson entre elas.

Em seguida, foram retiradas as features que apresentaram valor de correlacdo absoluta
superior a 0,90, que foram consideradas como fortemente correlacionadas, restando
apenas uma feature delas para o subconjunto final. Aqui, as variaveis foram convertidas
para o tipo double para ser possivel executar a funcéo corrplot. (Zero (0) e um (1) foram
usados para questdes com respostas sim e ndo (0 =ndo e 1 =sim) e quanto ao género
feminino=0 e masculino=1.

Apos este teste, foram, portanto, eleitas as features relevantes e ndo redundantes para
entdo serem submetidas a classificadores [66].

4.3. Preparacao de dados para a Classificacédo

Para determinar qual o conjunto de features que melhor prediz a variavel “diagnostico”,
comegamos por organizar 0s dados numa tabela Excel, ordenadas de acordo com o
ranking do teste KW e apds a remocéo das features muito correlacionadas. Esta tabela
constitui a nossa base de dados para os classificadores.

As features que foram consideradas para a andlise perfazem um total de dezassete e
incluem: idade, menopausa, IMC, corticoides, niveis de vitamina D, niveis de calcio,

diferenca, historico de quedas, género, atividade fisica, consumo de tabaco, consumo de
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alcool, presenca de artrite, raca, niveis de testosterona, consumo de leite e se os pais tém
hipercifose e se pais tém osteoporose.

Em seguida, desenvolvemos um programa que de forma comulativa vai adicionando
features. Comegamos com uma combinacdo composta por 2 features e aumentamos
gradualmente a complexidade, testando combinacdes até dezessete features juntas. A
intengdo é tentar perceber como a adicdo de features afetam a avaliagdo e os resultados
dos nossos modelos.

Além disso, para melhorar a avaliacdo dos modelos, gerou-se de forma aleatoria varios
conjuntos de dados para treino e teste. Para cada conjunto implementou-se o
procedimento descrito acima de adicionar comulativamente as features. No presente
estudo, 70% dos dados foram utilizados para treinar os algoritmos (n =505 x 0,70=354)

e 30% para testar o desempenho preditivo dos modelos ajustados (n =505 x 0,30= 151).

4.4. Algoritmos/ Classificadores de Machine Learning

O principal objetivo da aplicacdo de algoritmos/classificadores de ML € ajustar um
modelo que relacione a resposta, Y, aos preditores/features, X, a fim de prever esse evento
em observagdes futuras. No desenvolvimento de classificadores supervisionados é
requerida a existéncia de um conjunto de dados ja anotados que € utilizado para construir
um modelo capaz de prever a classificacdo de outros dados futuros e, por isso, também

séo conhecidos como modelos preditivos.

No caso deste estudo quere-se predizer a auséncia (classe 0) ou presenca (classe 1) de

osteoporose.

Para o presente estudo, dois algoritmos foram selecionados para comparacdo de

classificagdo: Regresséo Logistica Multipla (RLM) e Support Vector Machine (SVM).

4.4.1. Regressao logistica

A classificacdo por regressao logistica (RL) € amplamente usada em ML para prever a

probabilidade de ocorréncia de um evento ou resultado especifico.

A RL é um modelo estatistico utilizado para modelar a relacdo entre uma variavel

dependente binaria (ou seja, uma variavel que possui apenas dois valores possiveis, como
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“sim” ou “ndo”, “1” ou “0”) e uma ou mais variaveis independentes. Esta emprega a
funcdo logistica, uma curva sigmoide que mapeia a variavel “y” como uma funcéo de

[13V2E]
X"

Em contraste com a simples defini¢cdo de uma linha reta ou um hiperplano, a RL utiliza a
funcdo logistica para expressar a saida como um valor entre dois possiveis. [11,67]

A forma da funcéo logistica é dada por:

1
1+e=%

fl) = (3)

Visualmente, essa equagédo gera uma curva em forma de "S", como ilustrado na Figura 1

abaixo.

0.5

Figura 1. Regressdo logistica gréafico. Imagem extraida do artigo Comparison of the
effectiveness of different machine learning algorithms in predicting new fractures after

PKP for osteoporotic vertebral compression fractures, 2023 [68].

Neste estudo, o método de regressao logistica tem como objetivo modelar relagfes entre
maltiplas varidveis independentes e uma variavel dependente - uma abordagem
conhecida como Regressdo Logistica Multipla (RLM).

A RLM difere da regressdo linear maltipla, uma vez que a variavel de resultado (a
variavel dependente) € dicotbmica, representando a presenca ou auséncia de osteoporose.
O seu propdsito é desenvolver o modelo mais apropriado, eficiente e biologicamente

valido para descrever a relacéo entre o resultado e um conjunto de preditores. As features
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independentes sdo referidas como covaridveis. Na RLM, as varidveis preditoras podem
ser de diferentes tipos de dados, incluindo categoricos, ordinais e numéricos. Uma analise
cuidadosa de varias variaveis preditoras € essencial para identificar aquelas que melhor

preveem o resultado desejado [67, 68].

Dessa forma, lidamos com multiplas varidveis explicativas que influenciam o valor da
variavel dependente. Para modelar esses conjuntos de dados de entrada, as formulas de
regressdo logistica assumem uma relacdo linear entre as diferentes variaveis
independentes. E possivel ajustar a funcdo sigmoide e calcular o valor de saida final
como:

1
Y= 140~ (Bo+Byx + BoXp+- B,%,)

(4)

Aqui, os simbolos f; representam os coeficientes de regressao, um valor que indica a

contribuicdo de cada varidvel preditora para o modelo.

E aconselhado que os dados de treino devem ser standardizados, usando a normalizagéo
z-score, tal como foi descrito na seccdo 4.2 Em resumo, a RL é uma técnica de
classificacdo aplicada a diferentes conjuntos de dados para prever se um ponto de dados
pertence a uma classe especifica. A hip6tese sigmoide é utilizada para calcular a
probabilidade de "y" pertencer a uma classe determinada. Os dados de treino séo

normalizados através o score Z para garantir uma analise precisa e justa [11, 67].

4.4.2. Support Vector Machine

A classificacdo Support Vector Machine (SVM) foi realizada usando as mesmas
variaveis/ features selecionadas e em relacdo a mesma variavel de saida/outcome-

“diagndstico”.

O treino SVM vai encontrar um hiperplano num espaco N-dimensional (N - nimero de
features) que divide os dados de treino em duas classes, maximizando a margem de

separacdo entre as classes.
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Existem muitos hiperplanos possiveis que podem ser escolhidos para separar as duas
classes de pontos de dados. O objetivo do treino SVM € encontrar um hiperplano que
melhor separe as diferentes classes de dados, maximizando a margem entre 0s pontos de
dados mais proximos de cada classe. Esses pontos sdo conhecidos como vetores de
suporte, o termo que confere nome ao algoritmo. A margem, nesse contexto, representa

a distancia entre o hiperplano e esses vetores de suporte [68,69,70].

Apesar do fato de que o hiperplano divide os dados linearmente, os SVMs podem ser
usados para resolver problemas ndo lineares traduzindo os dados em espacos
dimensionais superiores onde eles podem ser separados linearmente—esse mapeamento
é realizado usando func¢des de kernel.

Isto é, 0 SVM assume diferentes formas, como o SVM linear e 0 SVM ndo linear. O
primeiro é aplicavel a cenarios em que os dados podem ser claramente separados por um
hiperplano linear. Por outro lado, o0 SVM néo linear utiliza fungdes de kernels, para
transformar o espaco de entrada num espaco multidimensional, possibilitando a separagéo

qguando uma separacdo linear ndo é suficiente [69].

@A Maximum

Margin Positive

Hyperplane

Maximum / ¢ o

Margin
Hyperplane

Support
Vectors

(]
Figura 2. Support Vector Machine grafico. Imagem extraida do artigo Support Vector

Machines (SVMS) Based Advanced Healthcare System Using Machine Learning
Techniques, 2022 [69].
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Este algoritmo adota uma abordagem de classificagdo de amostras, porém néo fornece
diretamente estimativas das probabilidades de associacdo de classe presentes no

conjunto de dados, o que representa uma diferenca fundamental em relacdo a RLM.

4.5. Avaliagao

ApoGs a aprendizagem é necessario avaliar. Para a avaliagdo foi construida a matriz de
confusdo do modelo, de forma a visualizar quanto o modelo esta a acertar. Com base na
matriz de confusdo, foram encontrados alguns parametros de avaliagdo como

Sensibilidade, Especificidade, Precisdo e F-measure.

4.5.1. Matriz confuséo

A matriz de confusdo é uma das métricas mais simples e faceis de utilizar ao resolver
problemas de classificacdo para encontrar a eficacia e precisao relativas ao modelo de
classificacdo. Posto isto, no nosso projeto essa matriz de confusdo vai identificar
verdadeiros positivos (TP), verdadeiros negativos (TN), falsos positivos (FP) e falsos

negativos (FN).

Esta medida foi utilizada para visualizar e resumir as avaliagfes de desempenho dos
métodos utilizados apos o algoritmo de classificacdo, no caso do nosso estudo esta é uma
classificacdo binaria, sendo zero (0): Individuo ndo tem osteoporose e um (1): Individuo

tem osteoporose.

A Figura 3 mostra de forma genérica a matriz de confusdo para o problema de
classificacdo binaria. Cada coluna da matriz representa instancias numa classe prevista,

enguanto cada linha representa a instancia numa classe real ou vice-versa.
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Figure 3. Exemplo de uma matriz confusdo binaria

No estudo, as situacGes podem ser descritas da seguinte forma:

e Verdadeiro Positivo (TP): Quando tanto o valor previsto pelo modelo quanto o
valor real sdo iguais a um (1). Isso indica que o modelo corretamente identificou
uma pessoa com osteoporose.

e Verdadeiro Negativo (TN): Quando o modelo prevé um valor de zero (0) e o valor
real também ¢é zero (0). Nesse caso, 0 modelo acertadamente reconheceu a
auséncia de osteoporose na pessoa.

e Falso Positivo (FP): Ocorre quando o valor previsto pelo modelo é um (1), mas o
valor real é zero (0). Isso significa que 0 modelo erroneamente previu que uma
pessoa tem osteoporose, quando na verdade ndo tem.

e Falso Negativo (FN): Se o valor previsto for zero (0) enquanto o valor real é um
(1), isso equivale a classificar erroneamente uma pessoa com 0steoporose como

ndo tendo a condigé&o.

Estas defini¢cOes ajudam a compreender as diferentes combinagOes entre as previsdes do
modelo e os valores reais, permitindo avaliar o desempenho do modelo de forma mais

precisa.
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4.5.2. Especificidade, Sensibilidade, Precisio e F-measure

Com base nos campos presentes na matriz confusdo podemos obter os valores de
especificidade (Sp), sensibilidade (Sn), precisdo (P) e F-measure, as métricas mais
frequentes para classificacdo e avaliacao.

A sensibilidade e a especificidade, representam respetivamente a capacidade de o
classificador detetar resultados positivos ou a identificacdo de resultados negativos,

respetivamente.
A precisdo explica quantos doentes previstos como tendo osteoporose realmente tinham.

Para a condicdo em que dois modelos tém baixa precisao e alta sensibilidade ou vice-
versa, torna-se dificil comparar esses modelos, portanto, o F-Measure fornece uma forma
de combinar Sn e P numa Unica medida que capta ambas as propriedades.

O caélculo dessas métricas de desempenho € feito com recurso as equagdes:

TP

Sn = TP+FN ©)
TN
Sp = TN+FP )
TP
b= TP+FP (7)
Fmeasure = 2502XF (8)
Sn+P

e Sn: Sensibilidade

e Sp: Especificidade

e P:Preciséo

e TP: Verdadeiros Positivos
e TN: Verdadeiros Negativos

e FP: Falsos Positivos

A visdo geral da metodologia com as etapas e métodos executados esta representada no

esquema presente na figura 4.
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Figura 4. Esquema representativo da metodologia do estudo
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5. Resultados e discussao

5.1. Descricdo estatistica dos dados

No total, foi incluido no estudo uma amostra de 505 individuos, n=505.

De acordo com a estatistica descritiva inicial, a média de idade é de 62,23 anos e a média

do IMC é de 33,44. Ha uma alta percentagem de mulheres, 91%.

Em relacdo a nossa variavel de saida/Outcome, 78,4% (396 individuos) dos sujeitos

apresentam diagndstico de osteoporose.

Em geral 82% da populacdo em estudo estd na menopausa, 58% nunca caiu, apenas 27%
toma corticoides e uma percentagem insignificante tem artrite (8%). No que diz respeito
a suplementacdo, 41% tomam suplementos de célcio e 42% tomam suplementos de

vitamina D.

No que diz respeito a habitos/estilos de vida, varios individuos apresentam
comportamentos sedentarios (76%) e 12% ,80%, 37% consomem alcool, leite e tabaco

respetivamente.
Cerca de metade dos individuos (47%) possuem outras doencas.

Relativamente a componente genética, quase 100% da populacdo em estudo ndo tem pais

com hipercifose (97%) e 34% possui pais com 0steoporose.

A Figura 5 apresenta uma descri¢do geral das caracteristicas da populacdo presente no

estudo.
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sim (27%)

nao (73%)

sim (82%)
feminino (91%)
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Quedas Pais com hipercifose Pais com osteoporose
sim (3%)

sim (19%)
néo (66%)

nao (97%)

sim (42%

Sim (80%)

im (34%)

-

néo (81%)

Diagnéstico Osteoporose Acrtrite

sim (8%)

400

350 |

300

250 1

nao (92%)

) Doencas

150 1

100 |

sim (47%
nao (53%)

50 1

nao sim

Figure 5. Estatistica descritiva geral da populacdo em estudo



5.2 Analise da relevancia e redundancia das features
5.2.1 Relevancia

Os resultados do teste de KW estdo presentes na tabela 2 abaixo, onde podemos observar

os valores de H. Os testes realizados na integra encontra-se em anexo no codigo.

FEATURES H
Idade 81.63
Menopausa 58.00
IMC 20.58
Corticoides 15.00
Vitamin D 13.14
Calcio 12.78
Diferenca 5.81
Quedas 4.10
Genero 3.63
Atividade fisica 3.50
Tabaco 3.50
Alcool 3.12
Artrite 1.32
Raca 1.42
Testosterona 0.96
Leite 0.75
Pais com hipercifose 0.04
Pais com osteoporose 0
Doencas 0

Tabela 2. Features ordenadas segundo Ranking dos valores H do resultado do teste KW

A tabela demonstra que a feature com maior relevancia para detetar a osteoporose é a idade.

Seguidamente vem a menopausa, IMC, corticéides, vitamina D e célcio.
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Features como a diferenga, quedas, género, atividade fisica, tabaco, &lcool, artrite,

testosterona, leite, pais com hipercifose, apresentam um valor de H menor o que sugere

que a correlacdo destas com o outcome osteoporose é menor.

Por altimo as features pais com osteoporose e doencas apresentam um valor de H igual a

zero. Zero indica que os dados de amostra correspondem exatamente ao que se esperaria

se a hipdtese nula estivesse correta. Assim, um zero (0) significa que as duas variaveis sao

completamente independentes, nenhuma relacéo existe entre as duas variaveis.

5.2.2 Redundancia

O gréfico resultante do teste de Correlacdo de Person estd presente abaixo na figura 6,

apresentando numa matriz os valores de correlacdo entre todas as features.
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Figure 6. Matriz da correlacdo de Pearson.

A matriz de correlacdo é simétrica, ou seja, a correlacdo entre X e Y é a mesma que a

correlacdo entre Y e X.
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Interpretando os resultados podemos concluir entdo que as features apresentadas na matriz
ndo sdo redundantes, pois para isso acontecer teria de existir correlagcbes com um valor

superior a 0.90 entre elas, condicdo que ndo se verifica perante a figura acima.

5.3 Classificacéo

Classificador Média Média Média F- Precisdo
Sensibilidade Especificidade measure

RLM 0,909+ 0,019 0,288+0,074 0,866+0,018  0,823+0,017

SVM 0,922+0,026 0,199+0,075 0,883+0,022  0,836+0,019

Tabela 3. Médias gerais dos classificadores, sensibilidade, especificidade, F-measure e

precisao

A Tabela 3 apresenta as métricas gerais de desempenho de dois classificadores de ML, o
classificador de RLM e o classificador de SVM, com foco em trés métricas especificas:

Sensibilidade, Especificidade e F-measure.

Relativamente a sensibilidade, no contexto desta tabela, o Classificador LR obteve uma
média de sensibilidade de aproximadamente 0,90, enquanto o Classificador SVM
alcangou uma média de sensibilidade ligeiramente superior de cerca de 0,92. Isso indica
qgue ambos os classificadores tém uma boa capacidade de identificar corretamente as

instancias positivas.

No que diz respeito a especificidade, o Classificador RLM obteve uma média de
especificidade de cerca de 0,28, enquanto o Classificador SVM obteve uma média de
especificidade de aproximadamente 0,19. Esses valores indicam que ambos os
classificadores tém um desempenho mais limitado na identificacdo correta das instancias

negativas.
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A F-Measure € uma métrica que combina precisdo e sensibilidade, fornecendo uma

medida geral do desempenho de um classificador. O Classificador RLM alcangou uma

média de F-Measure de aproximadamente 0,86, enquanto o Classificador SVM atingiu

uma media de F-Measure de cerca de 0,88. 1sso mostra que ambos os classificadores tém

um bom equilibrio entre precisao e sensibilidade.

Em resumo, com base nas meétricas apresentadas na tabela, o Classificador SVM

apresenta um desempenho ligeiramente superior em termos de sensibilidade e F-Measure

em comparacdo com o Classificador RLM. No entanto, o Classificador RML demonstra

um melhor desempenho em termos de especificidade.

As figuras e as tabelas seguintes mostram a variagdo da performance dos classificadores

com o numero de features, primeiramente para 0 RLM e por dltimo para SVM.

e RLM Algorithm
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Figura 7. Gréfico classificador RLM
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Features Média Sensibilidade = Meédia Especificidade = Média F-measure
2 0,938 +0,011 0,199 +0,056 0,872 +0,020
3 0,922 +0,022 0,220 0,067 0,872 £0,019
4 0,922 +0,023 0,233 +0,063 0,871 +0,019
5 0,904 +0,019 0,233 +0,090 0,872 +0,018
6 0,902 +0,018 0,244 0,089 0,871 +0,0188
7 0,900 +0,018 0,233 +0,069 0,872 £0,019
8 0,909 +0,019 0,235 +0,082 0,872 +0,019
9 0,909 +0,019 0,245 +0,087 0,871 0,019
10 0,909 +0,020 0,244 +0,073 0,872 £0,019
11 0,909 +0,020 0,244 +0,082 0,872 +0,019
12 0,894 +0,021 0,245 0,069 0,872 £0,019
13 0,909 +0,020 0,255 +0,080 0,871 0,018
14 0,894 +0,021 0,255 +0,088 0,871 +0,018
15 0,895 +0,020 0,254 +0,089 0,871 0,018
16 0,909 +0,016 0,262 +0,096 0,871 0,019
17 0,909 +0,016 0,261 +0,100 0,871 +0,018

Tabela 4. Resultados do algoritmo RLM

A tabela 4 e a figura 7 apresenta os resultados de avaliagdo do RLM para diferentes
numeros de features consideradas no modelo. Os valores apresentados sdo as médias de
sensibilidade, especificidade e F-measure obtidas em teste.

Como referido anteriormente, a sensibilidade representa a proporcdo de exemplos
positivos corretamente classificados como positivos, enquanto a especificidade
representa a proporcdo de exemplos negativos corretamente classificados como
negativos. Ambas as metricas sdo importantes para avaliar o desempenho geral de um

modelo de classificacéo.

63



Com base nos resultados deste classificador, a média de sensibilidade para a RLM varia
de 0,894 a 0,938, enquanto a média de especificidade varia de 0,199 a 0,262.
Observandos os valores da Tabela 4 o modelo com 2 features apresenta alta sensibilidade
(0.938) e baixa especificidade (0.199).

Conforme mais features séo adicionadas, a sensibilidade permanece relativamente alta,
mas a especificidade também aumenta gradualmente.

E importante encontrar um equilibrio entre sensibilidade e especificidade, dependendo do
contexto em algumas aplicacbes, pode ser mais critico minimizar os falsos positivos
(aumentar a especificidade) para evitar diagnésticos errados, enquanto noutros casos, a
énfase pode estar em detetar o maior nimero possivel de casos positivos (aumentar a

sensibilidade).

Os resultados apresentam valores de F-measure a variar de 0,871 a 0,872, indicando um
desempenho geral equilibrado em termos de preciséo e sensibilidade. Isto significa que
os valores de VP, VN, FP, FN aferidos ndo apresentam grandes distorgoes.

e SVM
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Figura 8. Gréfico classificador SVM
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Features Média Sensibilidade = Média Especificidade = Média F-measure
2 0,977 +0,044 0,114 +0,157 0,863 +0,022
3 0,931 +0,038 0,211 +0,125 0,863 0,022
4 0,931 +0,039 0,211 +0,126 0,863 +0,022
5 0,922 +0,032 0,233 +0,108 0,863 +0,023
6 0,911 +0,016 0,244 +0,072 0,863 £0,022
7 0,905+0,018 0,255 +0,072 0,864 +0,022
8 0,911 +0,019 0,242 +0,069 0,863 +0,022
9 0,922 +0,027 0,175 +0,064 0,865 +0,024
10 0,922 +0,032 0,188 +0,072 0,865 +0,023
11 0,921 +0,027 0,188 +0,072 0,865 +0,023
12 0,913 +0,024 0,211 +0,074 0,865 +0,024
13 0,910 +0,027 0,211 +0,077 0,865 +0,024
14 0,911 +0,026 0,211 +0,078 0,865 +0,024
15 0,912 +0,024 0,211 +0,078 0,865 +0,024
16 0,912 +0,024 0,222 +0,078 0,865 +0,023
17 0,913 +0,023 0,223 +0,071 0,865 +0,024

Tabela 5. Resultados do algoritmo SVM

A Tabela 5 e a figura 8 apresenta os resultados obtidos da avaliacdo de um modelo

preditivo SVM para diferentes nimeros de features.

O modelo apresenta valores de sensibilidade bastante elevados em todos os cenarios
(variando de 0,913 a 0,977), o que sugere que ele é eficaz em detetar casos de risco de

osteoporose.

A especificidade varia de 0,114 a 0,255, indicando que o modelo tem uma variagédo
consideravel na capacidade de identificar corretamente casos de ndo risco de osteoporose.

Valores mais proximos de 1.0 seriam desejaveis para uma alta especificidade.
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Relativamente aos valores de F-measure, estes variam entre 0,863 e 0,865, 0 que sugere
um desempenho geral consistente, mas néo excecional.

Em resumo, o modelo SVM parece ser eficaz na detecdo de casos de risco de osteoporose,
com uma sensibilidade alta, mas ha espaco para melhorias na especificidade para evitar
falsos positivos. A escolha do nimero certo de caracteristicas pode afetar essas métricas,
portanto, a selecdo cuidadosa de caracteristicas pode ser importante para otimizar o

desempenho do modelo.

Ambos os modelos, RLM e SVM, tém desempenho bastante semelhante, com pequenas

diferencas nas metricas de sensibilidade, especificidade e F- measure.

A RLM tende a ter uma especificidade ligeiramente mais alta (0,199 a 0,262), enquanto

0 SVM tem uma sensibilidade média um pouco maior (0,913 a 0,977).

O F-measure, que combina precisao e sensibilidade, é bastante consistente em ambos 0s
modelos. A RLM parece ter valores de F-measure ligeiramente mais altos em média,
indicando um melhor desempenho geral, balanceado em termos de precisdo e

sensibilidade.
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6. Conclusao e Trabalho Futuro

O presente estudo conseguiu investigar e identificar a complexa relacdo entre a presenca
de osteoporose e diversos fatores de risco e caracteristicas individuais. A relevancia
destas correlacGes encontradas no desenvolvimento de modelos preditivos da doenca foi
enfatizada, destacando-se a necessidade de compreender e identificar os elementos que

podem influenciar essa condicdo debilitante.

Comparando os resultados obtidos nos dois classificadores, ambos apresentam um
desempenho consistente, independentemente do niumero de caracteristicas utilizadas. A
escolha entre os dois dependera das prioridades especificas a considerar. Se for mais
importante maximizar a sensibilidade, o0 SVM pode ser preferivel. Se a especificidade é
uma prioridade maior, a RLM pode ser uma escolha melhor. Contudo, os dois modelos
parecem ser eficazes na detegéo de risco de osteoporose, com desempenho geral muito

proximo um do outro.

Assim, os modelos construidos revelaram de um modo geral um panorama promissor,
embora também tenham revelado desafios a ser abordados. A sensibilidade, que
demonstra a capacidade de detetar corretamente a osteoporose, apresentou efetivamente
valores encorajadores. No entanto, a especificidade, que denota a habilidade de identificar
individuos saudaveis com precisdo, ndo atingiu o nivel desejado. Isto resulta na
identificacdo erronea de individuos saudaveis como portadores da doenca.

Esta lacuna sugere a necessidade de afinar os modelos para minimizar falsos positivos e

otimizar a identificacdo precisa dos pacientes.

Verificou-se ainda notavelmente, a combinacdo de fatores especificos, como idade e
menopausa, como indicadores valiosos na predi¢do da osteoporose. Estas duas variaveis
juntas demonstraram boa capacidade preditiva para detetar eficazmente a presenca da

doenca.

Esta descoberta ressalta a importancia de abordagens multidisciplinares que integram

dados clinicos e biomarcadores para desenvolver modelos mais robustos e precisos.

67



Contudo, apesar de haver aspetos que podem ser aprimorados, € relevante destacar que
os resultados obtidos estdo em consonancia com as concluses da literatura cientifica, no
que diz respeito a complexidade do nimero de features a serem consideradas num modelo
(relacéo entre a quantidade de features incorporadas no modelo e o seu desempenho).
Observou-se que adicionar mais features ao modelo resultou num desempenho inferior,
logo um aumento excessivo no nimero de features ndo beneficia necessariamente os
classificadores e pode comprometer a precisdo do modelo, particularmente em contextos
de modelacdo preditiva. Isto realca a importancia da selecdo criteriosa de features

relevantes.

E importante sublinhar que este estudo enfrentou limitages, incluindo o tamanho
reduzido da base de dados face a prevaléncia global da osteoporose e a desproporc¢éo de
género na amostra. Essas limitacdes podem ter influenciado certos resultados, destacando
a necessidade de realizar estudos mais amplos e representativos para validar e expandir

as conclusoes.

Portanto, no que concerne as perspetivas futuras, hd varias dire¢cbes que podem ser
exploradas. Sugere-se uma expansdo substancial da amostra, considerando uma
distribuicdo equilibrada de géneros, a fim de obter resultados mais generalizaveis. Além
disso, investigacdes adicionais devem explorar e integrar na abordagem diferentes
métodos de extracdo de features e a aplicacdo de outros classificadores, visto que a
variedade de opcdes € vasta.

Essa abordagem diversificada pode ser promissora para o diagndstico e permitird uma
avaliacdo mais completa e aprimorada da predigéo da doenca.

Concluindo, o aperfeicoamento continuo de ferramentas baseadas em IA, como aquela
proposta neste estudo, é crucial para futuros estudos de forma a avancar no diagnostico e
prevencdo da osteoporose. A evolucdo constante dessas solucdes contribuird de forma
significativa para o combate eficaz desta condi¢do, melhorando a qualidade de vida dos
pacientes e abrindo caminho para uma abordagem mais personalizada e preventiva da

salide Gssea e consequentemente dos custos associados a mesma.
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Anexos

BASE DE DADOQOS
Projeto OSSEUS

CcODIGO

Link: https://github.com/DanielaGuia/l A_Osteoporose_Osseus.qgit
e Teste de KW

e Teste correlacdo de Pearson
e Classificador RL
e Classificador SVM
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